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Abstract— Sistemul de Parcare Inteligentă este un proiect 

care contribuie la digitalizarea mediului urban și la 

eficientizarea modului în care sunt gestionate unele probleme 

contemporane. Aplicația are următorul modus operandi: o 

mașinuță electrică echipată cu o cameră de luat vederi și un 

sistem de procesare a imaginii, se plimbă pe marginea dreaptă 

a părții carosabile sau în parcări și filmează mașinile parcate 

sau staționate. Cadrele video recepționate de către mașina 

electrică sunt ulterior analizate de un algoritm care are la bază 

inteligența artificială și care se ocupă cu recunoașterea 

plăcuțelor de înmatriculare ale mașinilor și mai apoi cu 

extragerea numerelor de înmatriculare din plăcuțele anterior 

găsite. Aceste numere vor fi mai apoi verificate în sistemul de 

evidență al parcărilor pentru a determina dacă mașinile parcate 

au plătit sau nu taxa de parcare. Pentru ca această aplicație să 

funcționeze optim, nu s-a utilizat un anumit pachet predefinit de 

date care are un anumit training al inteligenței artificiale ci se 

folosește un training specializat, bazat pe plăcuțele de 

înmatriculare din România. Mai mult, sunt create metode 

optime de verificare specifice setului de date personalizat cu 

care ne confruntăm. 

Cuvinte cheie— Object Detection, Video Processing, Artificial 

Intelligence(AI), Computer Vision, You Only Look Once(YOLO), 

Darknet, Tesseract, Python, OpenCV 

I. INTRODUCERE 

A. Aspecte generale 

Datorită apariției internetului, informația nu doar a crescut 
exponențial, ci a și devenit accesibilă unei mase mari de 
oameni, devenind una dintre cele mai importante instrumente 
în societatea contemporană. Datorită acestui salt tehnologic, 
multe dintre domenii pot fi automatizate(parțial sau total)lucru 
care pe de-o parte duce la eliminarea unor job-uri, iar pe de 
altă parte oferă oportunități altor tipuri de cariere. Astfel, în 
aceasta era a informației munca devine mai ușoară dacă 
construim sisteme ce pot gestiona singure, automat și în timp 
real anumite situații ale vieții ce ne înconjoară. 

B. Scop 

 Înainte de a începe prezentarea modului de funcționare al 
acestui proiect și ilustrarea componentelor sale, este util să 
comunicăm scopul aplicației. Smart-Parking-System(SPS) 
tradus in română Sistem de Parcare Inteligentă, este un proiect 
care vine în ajutorul instituțiilor ce se ocupă cu amenajarea, 
întreținerea și închirierea locurilor de parcare. Mai exact, SPS, 
folosind o tehnologie bazată pe AI, reușește, folosind un input 
video extras dintr-o camera de luat vederi amplasată pe o 
mașinuță electrică ce se deplasează pe lângă vehiculele 
parcate, să determine in timp real dacă mașinile parcate au 
plătit sau nu taxa de parcare, verificând numărul de 

înmatriculare într-o bază de date ce se ocupă cu această 
evidență.  

C. Ochii spre viitor 

După cum menționam anterior, tehnologia avansează 

alarmant. Tocmai de aceea este ideal ca tehnologiile folosite 

la proiectele software să fie actuale și cu o deschidere spre 

evoluție în viitor, lucru care ne-a făcut să includem AI în 

această aplicație. 

D. Pasiune și Necesitate 

Fiecare persoană interacționează direct sau indirect, 

voluntar sau involuntar cu mașinile. Unii dintre noi dezvoltă 

și o pasiune pentru aceste obiecte, cum este și cazul lui Rareș 

Tămâian. Cu toții ne-am confruntat măcar o dată cu 

experiența unei mașini parcate neregulamentar sau am avut 

neplăcerea să aflăm că majoritatea locurilor de parcare sunt 

ocupate de mașini care nu au plătit taxa de parcare. Acest 

proiect a fost creat tocmai pentru a elimina aceste 

inconveniențe și pentru a întări respectarea regulilor în 

societate. 
 

II. ALEGEREA TEHNOLOGIILOR 

Pentru a duce la bun sfârșit acest proiect, am folosit un set 

de tehnologii care până la acest moment nu au fost acoperite 

în disciplinele de studiu. Astfel, a fost necesară studierea, 

înțelegerea, cercetarea și învățarea de noi informații.  

A. Limbajul Python[7] 

Python este un limbaj de programare dinamic, general-

purpose care a fost dezvoltat de Guido van Rossum. Acest 

limbaj este folosit la crearea mai multor tipuri de aplicații: 

aplicații web și mobile, aplicații bazate pe threading(fire de 

execuție) sau aplicații de data science și machine learning. 

Am ales acest limbaj datorită faptului că aplicațiile construite 

folosind Python pot să fie scalate mult mai ușor decât dacă s-

ar folosi alte limbaje și are o sintaxă ușor de scris și de citit.  

Mai mult, pe lângă faptul că este un limbaj de programare 

popular, Python are un timp de familiarizare redus. 

 De asemenea, acest limbaj beneficiază de o multitudine 

de module care ușurează munca indiferent de tipul aplicației.  

B. Tehnologia pentru detecția plăcuțelor de înmatriculare 

a) YOLO[2]: La ora actuală există diferiți algoritmi 

care se ocupă cu Object Detection, fiecare având avantajele 

și dezavantajele sale: unele au acuratețe mare, altele sunt 

rapide, altele detectează mai bine obiectele din depărtare. 

Printre algoritmii cunoscuți amintim: Single Shot 



Detector(SSD), Region-based Convolutional Neural 

Networks (R-CNN), Fast R-CNN, Faster R-CNN, YOLO 

(You Only Look Once).  

 Am ales să folosim YOLO deoarece este cel mai rapid, are 
o acuratețe crescută iar pe lângă faptul că este foarte popular 
și utilizat in multe framework-uri, acesta este algoritmul optim 
pentru detecția obiectelor în timp real. Singurul dezavantaj al 
acestui algoritm ar fi faptul că are dificultăți în recunoașterea 
obiectelor mici, aflate la distanță, lucru care nu reprezintă un 
impediment pentru problema pe care acest proiect dorește să 
o rezolve. 

 Mai jos am adăugat două grafice care prezintă performanța 
algoritmului ales(ultima versiune de YOLO adică YOLOv4). 

Datele pe care sunt rulați algoritmii sunt aceleași, acestea fiind 
MS(Microsoft) COCO(Common Objects in Context) dataset. 

Ap – Average Precision 

mAP – mean Average Precision 

 

Fig. 1. Compararea diferiților algoritmi 

b) Darknet Framework:[1] După ce am ales algoritmul 

Yolov4, în urma unui studiu amănunțit, am considerat că este 

cel mai bine să folosim framework-ul Darknet. Acest 

framework facilitează antrenarea și testarea rețelelor 

neuronale proprii. Alte framework-uri studiate au fost 

PyTorch[4] și Tensorflow. Acestea din urmă permit rularea 

algoritmului YOLO pe mai multe plăci video simultan spre 

deosebire de Darknet care permite doar antrenarea rețelelor 

neuronale folosind mai multe plăci video. Totuși, din punct 

de vedere al performanțelor, Darknet satisface cerințele 

acestui proiect. Utilizând o placa video Nvidia GTX 1660 Ti, 

capacitatea de procesare este de aproximativ 14 FPS(Frames 

per Second). Deși alte framework-uri permit utilizarea mai 

multor plăci grafice, raportul dintre consumul de curent și 

performanța câștigată nu este rentabil pentru acest proiect. 

Camera video de pe mașina electrică preia cadrele la o viteză 

de 30 FPS, ceea ce înseamnă că, folosind o placă video 

mediocră(GTX !660 Ti), putem obține aproape jumătate din 

viteza optimă. Mai mult, acest tip de proiect nu necesită ca 

fiecare cadru video dintr-o secundă să fie analizat. Este 

suficientă o secvență de 2, 4 sau 6 cadre din cele 30 dintr-o 

secundă pentru a determina dacă mașina este sau nu în baza 

de date. În plus, pe lângă faptul că nu este nevoie să analizăm 

fiecare cadru dintr-o secundă, plăcuța de înmatriculare a 

mașinii se află în raza de acțiune a camerei video timp de mai 

multe secunde ceea ce ne oferă și mai multe oportunități de a 

detecta și verifica numărul de înmatriculare.  

c) Implementare custom: Pentru acest proiect nu s-au 

folosit pachete predefinite de date sau rețele neuronale deja 

antrenate. Persoanele implicate în acest proiect au realizat un 

trainig specializat pentru plăcuțele de înmatriculare din 

România, acestea având un anumit format, bordură, un 

anumit font, lucruri care nu se găsesc la plăcuțele din 

străinătate. Pentru realizarea acestui training personalizat, 

membrii echipei implicate au mers în oraș și au realizat 

înregistrări video, încercând să reproducă pe cat posibil 

comportamentul descris de această aplicație(o mașinuță 

electrică care filmează). Materialele video obținute au fost 

mai apoi împărțite în frame-uri(cadre) folosind aplicația 

ezgif.com. Pe urma, fiecare imagine obținută a trecut printr-

un proces de etichetare care constă în găsirea plăcuței de 

înmatriculare și obținerea de coordonatele ale acesteia în 

format YOLO folosind aplicația CVAT. În urma acestei 

operațiuni, am constatat că resursele video sunt foarte mari. 

În acest sens, membrii echipei au fost nevoiți să îți calibreze 

calculatorul astfel încât resursele acestuia să fie utilizate intr-

un mod optim: am utilizat aplicația CMake pentru a construi 

și împacheta software-ul Opencv astfel încât acesta să 

folosească Cuda[9] și CuDNN[10]. Inițial, folosind Darknet, 

am antrenat rețeaua noastră neuronala folosind 100 de 

imagini pentru 1000 de iterații(documentația acestui 

framework susține ca pentru o rețea bine antrenată sunt 

necesare cel puțin 6000 de iterații, însă am decis ca inițial să 

realizăm mai puține iterații datorită faptului ca placa video 

utilizată nu este una de top și proiectul este în stadiul de 

prototip. În urma acestei sesiuni de antrenament, rulând 

algoritmul pe diferite imagini, a rezultat o secvență de 

materiale video care conțineau plăcuțe de înmatriculare ce nu 

au fost identificate. În această situație, frame-urile în care nu 

s-a detectat obiectul dorit de către noi au fost trecute prin 

stadiul de labelling și introduse ca material de training. 

Așadar, training-ul final a fost alcătuit din 400 de 

imagini, iar antrenamentul a rulat timp de 5000 de iterații.  

 
Fig. 2: Exemplu de frame dintr-un material video realizat de un membru al 

echipei 



 
Fig. 3: Exemplu de frame în care s-a detectat plăcuța 

 În pasul următor urmează să facem înregistrări masive pe 
care le vom procesa utilizând un sistem de calcul 
potent(procesor amd ryzen 9 si placa video GeForge RTX 
2080 Ti), pas care reprezintă un proces automat cu o durată 
aproximativă de două săptămâni. 

C. Tehnologia extragerii caracterelor alfanumerice din 

plăcuțele detectate  

Pentru recunoașterea caracterelor din plăcuțe, s-a folosit 
Tesseract[6]. Tesseract este un software OCR(Optical 
Character Recognition) gratuit, lansat sub licența Apache, care 
folosește inteligența artificială pentru recunoașterea textului 
din imagini. 

III. DESCRIEREA MODULUI DE FUNCȚIONARE AL APLICAȚIEI 

În următoarele rânduri vom prezenta modul în care 
tehnologiile conlucrează pentru obținerea rezultatelor dorite. 

 După ce plăcuța este recunoscută, aceasta suferă 
câteva modificări pentru a facilita recunoașterea 
caracterelor de către Tesseract, modificări realizate 
folosind funcții ale modulului OpenCV.[3] 

  Pentru început, se extrage imaginea cu plăcuța din 
rame-ul inițial. 

 

Fig. 4: Imaginea extrasă a plăcuței 

 

Apoi este transformată într-o imagine alb negru. 

 

 
Fig. 5: Imaginea plăcuței alb negru 

 

Imaginea este de asemenea mărită. 

 

 
Fig. 6: Imaginea plăcuței marită 

 

Următorul pas constă în aplicarea unui proces numit 

thresholding, proces prin care imaginea devine 

binara(conține doar pixeli de culoare albă sau neagră) 

 
Fig. 7: Plăcuța după thresholding 

Continuând procesul de modificare, imaginea este 

dilatată(un proces prin care se modifică valoarea pixelilor 

astfel încât obiectele, care în cazul nostru sunt literele, să 

devină mai vizibile). 

 
Fig. 8: Plăcuța dilatată 

 Nu în ultimul rând, se determină conturul 

caracterelor din imaginea dilatată. Imaginea de mai jos este 

alb negru deoarece pe cea dilatată nu se observă aproape 

deloc contururile trasate. 

 
Fig. 9: Plăcuța cu contururile trasate 

 În final, contururile sunt analizate pe rând. Acestea 

trec prin câteva filtre pentru a determina dacă într-adevăr 

conturul reprezintă un caracter căutat de noi(caracterele 

trebuie să aibă dimensiunile corespunzătoare) iar dacă 

răspunsul este afirmativ, se utilizează Tesseract pentru a 

obține litere din imagini. 

După ce procesul descris anterior este realizat, 

imaginea sau frame-ul din video este afișat(ă), conținând 

atât plăcuța detectată cât și numărul de înmatriculare găsit.  

 

 
Fig. 10: Rezultatul final după detecție 

IV. ACTUALIZĂRI ȘI ÎMBUNĂTĂȚIRI ULTERIOARE 

Aplicația are nevoie de un training mai amănunțit și 

cu date mai multe pentru a putea intra în stadiul alfa(testare 

internă). 



Totodată pentru o viteză crescută, implementarea 

algoritmului utilizat la determinarea caracterelor 

alfanumerice poate fi alterată. Utilizând Tesserocr[5], care se 

folosește de Cython pentru a interacționa direct cu API-

ul(Application Programming Interface) Tesseract-ului, 

împreună cu modului Threading de la Python, se poate 

diminua durata de procesare a plăcuțelor. 

Pentru a lega acest proiect de o bază de date, se va 

utiliza Django[8], un framework scris in Python. 

V. CONCLUZII 

Această aplicație este una interesantă, care provoacă 

echipa să se autodepășească, să învețe informații noi și să 

experimenteze modul în care un proiect ajunge să fie 

implementat. Totodată, munca noastră reflectă faptul că 

oamenii și inteligența artificială pot lucra simbiotic. 
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